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工作量感知软件缺陷预测中偏斜分布的影响及
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摘要:针对工作量感知软件缺陷预测中传统模型测试评估方法存在偏差这一问题,采用偏斜分布

的偏度作为数值特征,研究了3种主要测试评估方法的测试集在工作量偏度的偏差和与其对应的

估计误差,并基于偏度偏差较小的采样余量方法,提出一种改进方法———后采样方法,所提后采样

方法能够保持测试集的类标签比例以避免生成无效测试集。研究结果表明:最常用的十折交叉验

证方法偏度偏差最大,其估计误差也最大;与十折交叉验证相比,改进方法性能估计误差减少约

4.9%~26.9%;与采样余量方法相比,改进方法不会产生无效测试集,并证明了减小测试集偏度偏

差以减少估计误差的有效性。所提后采样方法为工作量感知软件缺陷预测提供了一种更可靠的测

试评估方法,能够更准确地评估模型性能。
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Abstract:Tohandlethebiasintraditionalmodelvalidationmethodsforeffort-awaresoftware
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thebiasofeffortskewnessandestimationbiasinthedatasetsofthree majorvalidation
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  在软件开发和维护过程中,与软件缺陷相关的

工作量占据了软件工程成本的很大一部分。据估

计,定位、修复软件缺陷(defect,也称为bug)及其相

关工作占总开发成本的40%~80%[1]。软件缺陷

预测希望通过引入机器学习技术,对历史开发数据

进行数据挖掘,从而实现预测和预警潜在缺陷,帮助

软件开发人员合理分配开发资源和工作量,以节省

工程成本。
传统软件缺陷预测研究把软件缺陷预测看作一

个分类问题[2],应用机器学习中的分类算法对软件

开发过程中的一些特征数据进行学习,如软件代码

模块的结构和特征信息、软件版本管理仓库的提交

特征数据、缺陷报告等。分类算法在软件特征数据

上训练之后,便可以对潜在的软件缺陷发出预警,预
测新的软件模块(module)是否含有缺陷。然而,这
样二分类的预测预警并没有考虑到在实际中的效率

问题,因此有了工作量感知(effort-aware)软件缺陷

预测。
工作量感知缺陷预测要求使用更少的工作量来

发现更多的软件缺陷。这不仅要求预测是否有缺

陷,还要求根据检查潜在缺陷工作量的工效比进行

排序[3],以此提高找到软件缺陷的效率。比如文献

[4]中提出的工作量感知线性回归(EALR)方法,用

20%的工作量就可以找到35%的缺陷。文献[5]中
提出的双层集成学习(TLEL)方法,只用20%的工

作量就能找到70%的缺陷。可见,只要根据预测模

型给出的排序来检查软件模块,就可以用有限的测

试资源找到更多潜在的软件缺陷,从而提高软件缺

陷预测的效率和实用性。
近些年来,学者们对工作量感知缺陷预测的关

注度逐渐提升[6],更多的软件缺陷预测研究在评价

模型预测性能时使用了工作量感知性能指标[6],一
些工作量感知缺陷预测模型被提出[3-5,7-11],但在单

个数据集上评估软件缺陷预测模型性能时,仍然沿

用机器学习领域中的经典测试评估方法,如十折交

叉验证[12]。这是因为经典测试评估方法常用来评

估分类性能。文献[13]研究了多种测试评估方法对

软件缺陷预测模型分类性能估计的准确度和偏差,
并推荐采样余量(out-of-sample)方法以得到更好的

综合评估准确度。根据文献[6,12]的统计,经典的

交叉验证(cross-validation)是使用最多的测试评估

方法。
源自机器学习领域的测试评估方法并未考虑工

作量感知缺陷预测的偏斜分布问题。本文在研究偏

斜分布对工作量感知预测模型性能的影响时发现,
十折交叉验证从原始数据集上生成的测试集的工作

量数值分布,往往和原始数据的工作量数值分布偏

差较大。这种分布上的差异,将会导致对工作量

感知缺陷预测模型的测试评估结果不够准确。文

献[14]证实了偏斜分布对模型预测性能有不小的

影响。数值化这种影响的大小,正是本文的研究

动机。
现有研究较少考虑到不同测试评估方法生成的

测试集,导致其工作量的偏差会有很大不同。从这

一点出发,本文用偏度(skewness)作为工作量偏斜

分布的特征,数值化研究测试集和原始数据集的偏

差。本文假设当测试集工作量的偏度与原始数据集

工作量的偏度相差很大,那么在测试集上对模型排

序性能的测试评估将会不准确。基于这个假设,开
展了研究并在真实数据集上验证本文的假设。

1 工作量的偏斜分布

1.1 真实数据集工作量的分布

在工作量感知软件缺陷预测中,处理每一个缺

陷预警的工作量(effort)是不同的。如果把工作量

数值分布可视化,就会发现工作量数值分布是一个

天然向左的偏斜分布,如图1所示。这是因为大部

分软件模块并不需要很多的工作量,只有少数软件

模块需要非常多的工作量。

图1 工作量的直方图

Fig.1 Histogramofeffort

在软件缺陷预测中一般用软件模块尺寸,即代

码行数近似估计工作量,这是基于越大的软件模块

需要更多的工作量这一假设。文献[15]研究了复杂

模型计算的工作量,并用代码行数近似相比,发现应

用于工作量感知软件缺陷预测中结果是相似的。因

此工作量感知软件缺陷预测的研究[3-5,8-11,13,15-17]基
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本都采用代码行数(lineofcodes,LOC)或者修改

行数(churn)来估计工作量。
从图1可以观察到,大部分模块比较小,需要检

查的代码在180行以内,聚集在整体分布的左侧,整
个分布就向左偏斜。采用统计学中的偏度来度量工作

量分布的偏斜程度[18],计算公式如下

Ssk = 1N∑
N

i=1

(xi-􀭺x)3
σ

(1)

式中:N是工作量数据个数;x1,x2,…,xN 是工作量

数据;􀭺x 是工作量的均值;σ是工作量的标准差;Ssk
表示偏度计算值。

由式(1)计算可得图1分布的偏度是3.2,偏度

为正,表示向左偏斜。偏度越大,偏斜程度越高;偏
斜程度越高,软件模块的分布就在左侧越集中。

表1统计了本文使用的数个软件缺陷数据集工

作量的偏度。从表1可以看到,缺陷数据集中工作

量分布的偏斜程度差异很大,偏度取值从1.4到

141.3,中位数为9.7。可见,大多数缺陷预测数据

集中工作量的数值分布是高度向左偏斜的偏斜

分布。
表1 缺陷数据集中工作量偏度的统计信息

Table1Statisticsofeffortskewnessindefectdatasets

统计量 偏度

最小值 1.4

较小四分位数 4.1

中位数 9.7

较大四分位数 28.4

最大值 141.3

1.2 测试集工作量的偏斜分布

在单个数据集上测试评估预测模型性能时,要
从原数据集上划分或者采样生成训练集和测试集,
故测试集的生成方法是由具体的测试评估方法决定

的。测试集工作量的分布是否靠近原始数据集也是

由具体的测试评估方法决定的。虽然文献[13]研究

了更多的测试评估方法,但是那些方法在软件缺陷

预测的研究中并不常见。本文采用工作量感知软件

缺陷预测中最常见的3种测试评估方法———十折交

叉验证、五折交叉验证和采样余量方法进行研究。
根据文献[12]的统计,经典的十次十折交叉验

证(10x10-foldcross-validation)是使用最多的测试

评估方法。十折交叉验证将原始数据集均匀划分为

10个子集,将每个子集轮流作为测试集,剩下的9
个子集组成训练集来测试评估性能。一轮10次,再

重复10轮,就是最常用的十次十折交叉验证。最终

估计的性能是100次性能得分的平均值。
近几年也开始有研究[19]使用文献[13]推荐的

采样余量测试评估方法,因为其在评估分类性能时

的综合准确度最好[13]。采样余量基于重复抽样法

(boostrap),通过对原始数据集进行有放回的采样

生成训练集,而测试集则是由未被采样到、不在训练

集中的数据条目构成的,因此测试集的规模不固定,
平均规模为原始数据集的36.8%[13]。

除了在单个数据集上测试评估预测性能,参数

调整是测试评估方法的另一个应用场景。比如文献

[20]使用网格搜索(gridsearch)全自动参数优化方

法,具体采用五折交叉验证来评估性能和优化参

数[21]。五折交叉验证和十折交叉验证类似,将原始

数据集均匀划分为5个子集,每个子集都会作为测

试集 一 次,所 以 测 试 集 的 规 模 是 原 始 数 据 集 的

20%。类似地,文献[17]在调整参数时使用采样余

量方法,验证评估方法的准确度将会直接影响模型

参数的设置。
本文研究十折交叉验证、五折交叉验证和采样

余量3种方法生成的测试集的偏度,其测试集的规

模分别是原始数据集的10%、20%和大约36.8%。
分别用3种测试评估方法在一个真实数据集上各自

生成100个测试集,3种方法的100测试集的偏度

分布密度见图2。图中的竖线是原数据集的工作量

偏度,即7.5。只有当测试集的偏度靠近竖线时,测
试集的工作量偏度才会接近原数据集的工作量

偏度。

图2 测试数据中工作量偏度的分布

Fig.2Distributionofeffortskewnessintestingdata

图2中红色分布是十折交叉验证,可以看到其

测试集的工作量偏度在2.5~5.0这个区间分布密

度最高,但是这个区间没有包含原始数据集的偏度

7.5,说明十折交叉验证测试集偏斜程度的差异较
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大。绿色是五折交叉验证,和十折交叉验证相比更

接近7.5的竖线,但其密度分布较为扁平。蓝色的

是采样余量方法,在竖线左边附近有较高的峰,说明

采样余量方法生成的测试集最靠近原始数据集工作

量的偏斜分布。3种方法的测试集在工作量偏度这

个指标上有明显区别,说明研究测试集的偏度有其

理论指导意义。

1.3 改进的采样办法

本文在实验中发现,虽然采样余量方法的测试集

工作量的偏斜程度和原始数据集相差较小,但是采样

余量方法有概率生成无效测试集。无效测试集是指

测试集完全不包含缺陷数据,缺陷数目为0,此时无

法计算缺陷的召回率等性能指标。因此本文提出一

种改进方法,称为后采样(hold-to-sample)方法。
在采样余量方法中,通过对原始数据集进行有

放回的采样来生成训练集,训练集规模和原数据集

一致;测试集由未被采样到、不在训练集中的数据条

目构成。由于测试集是被动生成的,因此规模不固

定(平均规模36.8%[13]),同时缺陷数据的比例也不

稳定。由于软件缺陷预测数据集的类标签本身是不

均衡的[22],缺陷数据是少数类,因此当测试集的缺

陷数据条目数减少到0时,对工作量感知缺陷预测

来说就是无效数据集。本文实验发现,采样余量方

法有一定概率产生无效数据集。
针对此问题,本文做出改进:把测试集的生成方

式从被动生成改为主动划分。先主动划分测试集,
然后采样生成与采样余量方法同样的训练集。本文

称这种方法为后采样的拟重复抽样法(boostrap)方
法,具体步骤如下。
步骤1 按照36.8%的规模,从原数据集中提前划

分测试集,同时保持类标签比例和原始数据集一致,
这样不仅可以避免生成无效数据集,还会让测试结

果更准确。
步骤2 对剩下的63.2%的数据通过有放回的采样

进行补充,补充到和原始数据集规模一致。
在采样余量方法中,训练集的规模和原始数据

集规模一致,由大约63.2%(非重复)的数据条目和

重复条目组成。本文提出的后采样方法的训练集由

63.2%的非重复数据条目和补充的重复条目组成。
两个方法的训练集基本保持一致。

2 实验方法

2.1 数据集

本文使用的软件缺陷预测数据集来自多个研究

和数 据 集 仓 库,分 别 是 PROMISE 数 据 集[23]、

AEEEM数据集[24]、文献[25]中Tian等提供的JiT
数据集、文献[4]中Kamei等提供的JiT数据集、文
献[16]中Ni等提供的JavaScript数据集,共计120
个数据集。实验中,PROMISE数据集有部分数据

集非常小,仅为10%规模的测试集,数据条目数不

足10条,作为测试数据样本量太少。按照数据集规

模要求,本文排除了数据条目不足100条数据的数

据集。另外,在有监督框架实验中,bugzilla、pdf.js、

postgres、Mylyn共4个数据集无法生成满足条件

的划分,因此未在有监督框架实验中使用,最终使用

了95个数据集。

2.2 工作量感知性能指标

本文使用工作量感知缺陷预测中常用的20%
工作量召回率和归一化工效曲线下面积作为实验研

究的工作量感知性能指标。其中,20%工作量召回

率度量的是20%工作量能够找到的缺陷模块占总

缺陷模块数的占比,记作R20

R20 =k/K (2)
式中:k是用20% 工作量发现的缺陷模块数;K 是

缺陷模块的总数。R20 越高说明预测性能越好,能找

到更 多 的 缺 陷。R20 有 时 也 被 记 作 Acc性 能 指

标[4,8]。文献[3]用到的性能指标20%工作量缺陷

检出率(PofB20)和R20类似,计算的是缺陷数的召

回率,适用于一个模块含多个缺陷的情况。如果每

个模块最多含有一个缺陷,那么PofB20和R20是相

等的。但是有的数据集只有缺陷与否的类标签数

据,缺陷数不是所有数据集都有,为保持一致,本文

选择使用R20。
归一化工效曲线下面积计算的是工效曲线的曲

线下面积。图3是一个工效曲线的例子,图中蓝色

的线代表模型预测排序的工效曲线,红色的是最差

解,绿色的是最优解。当模型给出排序预测之后,按
照预测顺序检查软件模块,随着工作量的增加,被找

到的缺陷也会增加,将这个过程在坐标轴上画成曲

线即为工效曲线。
归一化工效曲线下面积(Popt)的计算过程为:

首先计算预测模型工效曲线的曲线下面积Sm,然后

分别计算最优 解 和 最 差 解 的 曲 线 下 面 积 Sopt和

Sworst,最后用如下公式计算得到

Popt=1- Sopt-Sm

Sopt-Sworst
(3)

  可以看到,Popt是一个归一化的性能指标,取值

0~1。
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图3 工效曲线

Fig.3Cost-effectivenesscurve

2.3 工作量感知缺陷预测的基线模型

本文使用无监督基线模型 ManualUP[9]和有监

督基线模型[3,11]先分类后排序方法(classify-before-
sorting,CBS+)作为被评估的预测模型。这两个模

型因为易于实现和性能优异,在近年的研究[3,15]中

仍然是最主要的基线模型。准确评估这两个基线模

型的性能,是比较其他工作量感知软件缺陷预测模

型的基础。
无监督模型 ManualUP根据代码行数对软件

模块进行排序和预测。文献[16]使用的无监督基线

模型Churn可以视作 ManualUP的等价模型。当

软件模块粒度为提交(commit)时,提交的代码行数

指的是修改行数。在预测时,两个模型用同样的公

式按照代码行数给出排序。
有监督模型CBS+是文献[11]提出的方法,在

分类结果的基础上对软件模块进行排序预测。文

献[11]中使用逻辑回归(LR)算法训练分类器,文献

[3]提出用随机森林(RF)算法训练分类器性能更

好,本文使用的是CBS+RF版本。
文献[11]中提到无监督模型会受到工作的偏斜

分布的影响,文献[14]发现有监督模型的预测性能

也会受到工作的偏斜分布的影响。因此不论有监督

模型还是无监督模型,工作量感知的缺陷预测模型

都会受工作量偏斜分布的影响。

2.4 实验设计

无监督实验框架只适用于评估无监督模型

ManualUP,其不需要训练数据,而是将整个数据集

用作测试集,因此可以排除训练数据和目标数据不

同所引入的误差,是理想化的实验框架。
有监督实验框架参考了文献[12]的实验设计,

更符合实际使用场景,可用于评估有监督模型和无

监督模型。有监督实验框架设计如图4所示。将软

件缺陷数据集划分为训练数据和目标数据,在训练

数据上用评测估计方法对模型性能进行估计,在目

标数据上测试预测模型的实际性能,对比估计性能

和实际性能即可计算估计误差。

图4 有监督实验框架

Fig.4Frameworkofsupervisedexperiment
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  有监督框架划分训练数据和目标数据的方法

为:在保持类标签比例不变的情况下,随机将软件缺

陷数据集分成50%规模的两个部分。此时,为了控

制实验误差,限制划分的训练数据和目标数据偏度

的偏差不大于6或者原数据集偏度的30%,否则重

新划分数据集。如果不能在有限次划分生成满足条

件的数据集,则原数据集不纳入实验。不同于有监

督框架,无监督框架的训练数据和目标数据都是原

数据集,没有开始的划分步骤。
在应用评测估计方法在训练数据上评估基线模

型性能时,两种框架实验都进行同样的单组实验。
单组实验模拟实际应用的场景,如常用的十次十折

交叉验证,会生成共计100个测试集,对模型性能的

估计值则是这100个数据集上性能得分的平均值。
本文实验对标实际的使用场景,用4种测试评估方

法分别生成100个测试集,作为一组实验,具体配置

见表2。
表2 单组实验测试评估方法的使用设置

Table2Setupofvalidationmethods

测试评估方法 单组重复次数 生成测试集数

十折交叉验证 10 100
五折交叉验证 20 100
采样余量方法 100 100
后采样方法 100 100

由于无监督实验框架和有监督实验框架都有随

机划分的误差,因此两种实验都对单组配置进行

100组重复,而实验结果则是对100组的估计误差

取平均值。

2.5 误差计算和统计方法

本文一共计算3种估计误差:偏度的偏差、R20

的误差和Popt的误差。偏度是工作量偏斜分布的偏

斜特征值,计算公式如下

Ebias_sk = Ssk_o-Ssk_test (4)
式中:Ssk_o 是预测目标数据工作量的偏度;Ssk_test 是

测试集工作量的偏度。偏度的误差是两个偏度之差

的绝对值。
类似地,性能指标R20 的误差计算公式如下

Ebias_R20 = R20_o-R20_test (5)

式中:R20_o 是预测目标数据的R20 性能得分;R20_test

是在一组实验即100个测试集上R20得分的平均值。
与偏度的误差不同,这里取平均值是和实际应用保

持一致,使用一组实验的均值作为性能得分的估计

值,此时R20 的误差计算的是估计值和真实值之差

的绝对值。

同理,Popt的误差计算公式如下

Ebias_Popt= Popt_o-Popt_test (6)

式中:Popt_o是预测目标数据的Popt得分;Popt_test是在

一组实验上Popt得分的平均值。此时误差计算的是

估计值和真实值之差的绝对值。
统计分析方面,使用胜平负计数在每个数据集

上进行成对比较,即用提出的后采样方法和其他3
种方法相比,误差更小为胜,误差相等为平,误差更

大为负。采用 Wilcoxon符号秩检验[26]对观察到的

结果进行统计检验。为了降低多次统计检验而累积

的统 计 风 险,对 表 格 中 所 有 检 验 的 p 值 应 用

Benjamini-Hochberg(BH)方法[27]进行矫正,以控

制和减少假阳性率。

3 结果与分析

3.1 测试集工作量的偏差

将无监督框架和有监督框架的实验各自进行

100组来评估4个测试评测方法的偏差和估计误

差。每个测试方法在100组实验生成1万个测试

集,测试集工作量偏度的偏差结果如图5的箱线图

所示。箱线图中长方形的上、下边分别代表上四分

位数和下四分位数,中线是中位数,长方形与向上、
下延伸的线表示最大值到最小值的范围,其余点表

示离群值。实验结果按照数据集分成5组,组名是

其数据来源。

图5 测试集偏度的偏差

Fig.5Biasofskewnessintestingdataset

从图5可以观察到,红色的无监督框架实验结

果和蓝色的有监督框架实验结果十分相近,在5个

分组都呈现了相同的规律:十折交叉验证的箱图更

高,偏差最大;五折交叉验证次之;采样余量和后采

样方法的箱图最低,偏差最小。
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无监督框架实验计算的是测试集和原数据集的

偏差,有监督框架实验计算的是测试集和预测目标数

据工作量的偏差。从图5可以看到,二者偏差相近、
结论相同。这是因为训练数据(原数据)和目标数据

偏度比较接近,实际应用中也建议选取和目标数据接

近的训练数据。有监督框架实验结果的统计量见表3。
表3 偏度的平均偏差

Table3 Meanbiasofskewness

统计值
十折交叉

方法

五折交叉

方法

采样余量

方法

后采样

方法

平均偏差 10.147 7.863 5.601 5.587
胜平负计数 95/0/0 95/0/0 75/0/20
检验p值 <0.001 <0.001 <0.001

表3的计算结果与图5一致,偏度的偏差由大

到小分别是十折交叉验证、五折交叉验证、采样余量

方法和后采样方法。其中,偏差最高的十折交叉验

证的平均偏差为10.147,约为后采样方法偏差的1.
8倍。胜平负计数是把后采样方法和其他3种方法

在每个数据集上一一对比。从表3可以看到,后采

样方法在95个数据集上的误差都比十折交叉验证

和五折交叉验证小(胜代表误差更小)。而对比采样

余量方法,在95个数据集中的75个数据集上后采

样方法偏差更小。统计检验的p 值均小于0.001,
说明有统计显著性。

总之,十折交叉验证生成的测试集工作量分布

的偏差最大,五折交叉验证次之,采样余量方法和后

采样方法的偏差最小。

3.2 无效测试集的问题

实验发现,采样余量方法生成的部分测试集无

法计算性能指标R20,因为测试集包含有0个缺陷,
按照式(2)计算召回率会发生错误。在无监督框架

实验中,采样余量方法一共产生了86个没有缺陷数

据的无效测试集。
在有监督框架实验中,除了采样余量方法,十折

交叉验证也生成了无效测试集。从原理上来说,如
果数据集含有的缺陷数少于10个,那么必然不能保

证十折中的每一折都有缺陷数据。PROMISE数据

仓库中的camel-1.0、ivy-1.4、jedit-4.3、synapse-1.0
这4个数据集的缺陷数目全部少于20个。因此,在
有监督框架实验中,划分50%规模的数据集包含少

于10个缺陷,以保证十折交叉验证产生不含缺陷的

无效测试集。
表4为4种测试评估方法生成的无效测试集。

根据表4,本文更推荐五折交叉验证和后采样方法。

表4 测试评估方法的无效测试集

Table4Invalidtestingdataofvalidationtechniques

评测方法 有无生成无效测试集

十折交叉验证 有监督框架实验

五折交叉验证 实验中未遇到

采样余量方法 无监督框架和有监督框架实验

后采样方法 实验中未遇到

3.3 对基线模型 ManualUP的估计误差

本文对基线模型 ManualUP分别进行了无监

督框架实验和有监督框架实验。4种评测估计方法

对性能指标R20的估计误差如图6所示。

图6 模型 ManualUP的R20性能的误差

Fig.6BiasinperformanceR20ofmodelManualUP

从图6可见,无监督框架实验的误差总体比有

监督框架实验低很多,这是因为无监督框架排除了

训练数据和目标数据不同所引入的误差。无监督框

架更能理想化、结果更纯净,而有监督框架更符合实

际应用场景,对比二者可以更清楚地观察到由偏度

偏差造成的估计误差。
图6中红色箱图是无监督框架的结果。在全部

5个分组中,十折交叉验证的箱图最高,五折交叉验

证次之,采样余量和后采样方法最低。十折交叉验

证的误差平均比后两种方法高0.02左右。
图6中蓝色箱图是有监督框架实验的结果。在

除了JiT数据集[4]的4个数据集上,十折交叉验证

的误差最高,五折交叉验证次之;采样余量和后采样

方法误差最低。在JiT数据集[4]上4种方法区别较

小,十折交叉验证的中位数线稍高,但是上四分位数

线更低。这可能是因为4种方法在JiT数据集[4]上

偏度的偏差都很大(平均大于20)造成的。在其他4
个数据集上,十折交叉验证的误差最大,比采样余量
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和后采样方法的估计误差高0.02左右,这个差值和

无监督框架实验结果相近。以实际应用为准,计算了

有监督框架实验的统计量,包括误差的均值、胜平负

计数和无效测试集的数目,结果见表5。
表5 模型 ManualUP的R20性能的平均误差

Table5 MeanbiasinperformanceR20ofmodelManualUP

统计值
十折交叉

验证

五折交叉

验证

采样余量

方法

后采样

方法

平均误差 0.0848 0.0697 0.0658 0.0659
胜平负计数 79/0/16 59/0/36 42/0/53
检验p值 <0.001 <0.001 0.775

从表5可知,十折交叉验正的误差最大,平均为

0.0848,后采样方法的误差和采样余量方法相近,
平均为0.0659。这个结果和从图6一致。从表5
的胜平负计数可以看到,后采样方法和十折交叉验

证、五折交叉验证相比,分别在79、59个数据集上胜

出,说明在超过半数以上的数据集上误差更小。统

计检验的p值在矫正前和矫正后也均小于0.001,
说明有显著差异;采样余量方法相比后采样方法p值

较大,可以认为没有统计意义。后采样方法对R20的
估计误差和十折交叉验证相比误差减少了约22.2%。

图7 模型 ManualUP的Popt性能的误差

Fig.7BiasinperformancePoptofmodelManualUP

图7为4个测试评估方法对性能指标Popt的估

计误差。可以观察到和图6类似的情况:①无监督

框架实验的误差绝对值比有监督框架实验误差低很

多;②4种方法的误差从高到低为十折交叉验证、五
折交叉验证、采样余量方法和后采样方法;③在JiT
数据集[4]上,有监督框架实验4种方法差别较小;

④无监督框架和有监督框架实验中,采样余量方法

和后采样方法相比十折交叉验证的误差低0.01左

右。以实际应用为准,表6列出了有监督框架实验

的结果。

表6 模型 ManualUP的Popt性能的平均误差

Table6 MeanbiasinperformancePoptofmodelManualUP

统计值
十折交叉

验证

五折交叉

验证

采样余量

方法

后采样

方法

平均误差 0.0454 0.0361 0.0334 0.0332
胜平负计数 88/0/7 82/0/13 52/0/43
检验p值 <0.001 <0.001 0.087

从表6可以看出,十折交叉验证的误差最大,平
均为0.0454;后采样的误差小,平均为0.0332,相
比十折交叉验证,误差减少大约26.9%。在一对一

对比中,后采样方法和其他3种方法相比,分别在

88、82和52个数据集上胜出,说明后采样方法在超过

半数以上的数据集上误差更小。后采样方法和十折

交叉验证、五折交叉验证相比,统计检验的p值在矫

正前和矫正后均小于0.001,说明有显著差异。
综合来看,测试集偏度的偏差最大的十折交叉

验证,其对无监督基线模型 ManualUP性能估计的

误差也是最大的。这验证了本文的假设,即如果测

试集偏度的偏差很大,那么在测试集上对模型排序

性能的测试评估将会不准确。后采样方法和十折交

叉验证相比,在R20和Popt性能指标上的误差分别减

少了22.2%和26.9%。
3.4 对基线模型CBS+的估计误差

有监督模型CBS+是工作量感知缺陷预测中

另一个主要的基线模型。不同于 ManualUP模型,
有监督模型CBS+仅适用于有监督框架的实验。

图8 模型CBS+的R20性能的误差

Fig.8BiasinperformanceR20ofmodelCBS+

图8展示了4个测试评估方法对模型CBS+的

R20性能的估计误差。实验结果的箱线图被按照数

据集分成5个组,可以观察到5个组的结果有着相

同的规律:十折交叉验证的误差最大,五折交叉验证

次之,采样余量方法和后采样方法的误差最小。这

个顺序与偏度偏差的结果一致,说明偏差较大时,在
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性能指标R20上的估计误差是更大的。与图8对应

的统计结果见表7。
表7 模型CBS+的R20性能的平均误差

Table7BiasinperformanceR20ofmodelCBS+

统计值
十折交叉

验证

五折交叉

验证

采样余量

方法

后采样

方法

平均误差 0.1033 0.0904 0.0861 0.0856

胜平负计数 74/0/21 77/0/18 56/0/39

检验p值 <0.001 <0.001 0.018

表7的统计结果与图8一致。十折交叉验证的

误差最大,平均为0.1033;后采样的误差最小,平均

为0.0856,相比十折交叉验证,误差减少大约17.
1%。在一对一胜平负计数中,后采样方法和其他3
种方法相比,分别在74、77和56个数据集上胜出,
都超过了半数。统计检验的p 值在矫正前和矫正

后全部小于0.05,有统计显著性。
图9展示了对Popt性能估计误差的箱图。可以

看到,在PROMISE和JiT数据集[4]上,4种方法的

估计误差仍然符合前面结果的的规律;在 AEEEM
数据集中4种方法差别很小;在JiT数据集[25]中,
后采样和采样余量方法和中位数高度接近。在JiT
数据集[25]和JavaScript数据集中,十折交叉验证误

差的上四分位数更高。总的来说,十折交叉验证的

误差更大,其他3种方法则相差不大,这可能是因

为CBS+模型在性能指标Popt上的误差更高更不稳

定造成的。对比同样是Popt误差的图7和图9可以

发现,图9的误差要比图7高,同时箱体更长。更高

的误差,意味着和偏差相关的误差在总体误差中所

占比例相对减小,结果差异不再显著。此时4种方

法的结果相近,表8中的统计量证明了这一点。

图9 模型CBS+的Popt性能的误差

Fig.9BiasinperformancePoptofmodelCBS+

表8 模型CBS+的Popt性能的平均误差

Table8 MeanBiasinperformancePoptofmodelCBS+

统计值
十折交叉

验证

五折交叉

验证

采样余量

方法

后采样

方法

平均误差 0.0629 0.0602 0.0597 0.0598
胜平负计数 51/0/44 46/0/49 47/0/48
检验p值 0.028 0.775 0.785

从表8可以观察到,十折交叉验证的误差最大,

p值在矫正前后都小于0.05,有统计显著性,说明

十折交叉验证的误差比后采样方法的误差大。后采

样方法和其他两种方法相比p值较大,没有明显差

异。后采样方法和十折交叉验证相比,均值误差减

少约4.9%。总的来说,偏差最大的十折交叉验证,
估计误差仍然最大。

4 结 论

工作量感知缺陷预测的性能会受到工作量数值

分布的影响,而传统的测试评估方法在划分或者产

生测试集时并未考虑到测试的工作量分布,因此最

常用的十折交叉验证方法划分的测试集往往和原始

数据集在工作量的数值分布差异较大。
本文假设,如果测试集工作量的偏度与原始数

据集的工作量的偏度相差很大,那么在测试集上对

模型排序性能的测试评估将会不准确。为了验证这

一点,设计了无监督框架实验和有监督框架实验,用
来评测估计基线模型 ManualUP和CBS+的预测

性能,以计算测试集工作量的偏差和对模型性能的

估计误差。实验比较了4种测试评估方法,包括十

折交叉验证、五折交叉验证、采样余量方法和本文提

出的后采样方法。实验结果发现,最常用的十折交

叉验证的测试集偏差最大,同时估计误差也是最大

的,而采样余量方法和后采样方法的测试集偏差较

小,综合来看估计误差也是更小的。这个结果验证

了本文的假设。本文提出的后采样方法和十折交叉

验证相比,误差减少约4.9%~26.9%;和采样余量

方法相比,不会产生无效数据集。
本文结果对实际应用工作量感知软件缺陷预测

有以下3点贡献:①实验验证了最常用的十折交叉

验证在评估主要基线模型 ManualUP和CBS+的

工作量感知预测性能时,估计误差较大;②发现文

献[12]推荐的采样余量方法会生成无效测试集;

③所提后采样方法能够更准确地估计基线模型的性

能,可作为进一步比较其他工作量感知软件缺陷预

测模型的基础。
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